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RESUMEN

La información y el entendimiento de la dinámica del clima y su efecto en cultivos agrícolas 
han mejorado en años recientes. Este avance es resultado del desarrollo de modelos predictivos 
y estructurales más complejos. El objetivo del estudio fue demostrar empíricamente la existencia 
de una relación de “Ley de Poder” de la distribución de frecuencias de las superficies cultivadas 
con forrajes que son siniestradas anualmente. La invariabilidad de escala de la relación probada es 
usada para construir dos índices de riesgo. El primero es un indicador de siniestralidad y el segundo 
un indicador de la superficie máxima en riesgo de siniestro dada una probabilidad de ocurrencia. 
El análisis se realiza a nivel regional y nacional para los diferentes sistemas de producción 
(Primavera-Verano temporal, Primavera-Verano riego, Otoño-Invierno temporal y Otoño-Invierno 
riego). La prueba de la relación de Ley de Poder se realizó con el modelo Pareto y el ajuste de la 
distribución empírica se hizo a través de cuadrados mínimos no lineales. Los resultados muestran 
que las estimaciones del parámetro de escala de la “Ley de Poder” oscilan entre -1,42 y -1,70 para 
diferentes sistemas en diferentes unidades territoriales. Los estimadores son estadísticamente 
similares a los valores esperados y además cumplen con el principio de universalidad y la hipótesis 
de proporcionalidad de tamaño finito. Por ello, se concluye que la superficie siniestrada de cultivos 
forrajeros es un evento que sigue un comportamiento críticamente auto-organizado. De aquí que los 
índices de riesgo derivados de esta relación son índices de riesgo de largo plazo.

Palabras clave: Superficie siniestrada, Comportamiento críticamente auto-organizado, Ley de Poder, 
índice de riesgo, superficie de cultivo en riesgo.

ABSTRACT
  
Information and understanding of climate dynamics and its effect on agricultural crops have 

improved in recent years. This progress is the result of the development of more complex predictive 
and structural models. The objective of the study was to empirically test the existence of a “Power Law” 
relationship of the frequency distribution of  annual forage crop area losses. The scale invariability 
of the tested relationship is used to build two risk indexes. The first index is an indicator of crop 
area losses, while the second one is an indicator of the maximum crop area at risk of loss given a 
likelihood of occurrence. The analysis is performed at regional and national levels for the different 
production systems (spring-summer rainfed, spring-summer irrigation, autumn-winter rainfed and 
autumn-winter irrigation). The proof of the “Power Law” relationship was done with the Pareto 
model, while a method of non-linear least squares was used to fit the empirical distribution. The 
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results show that the scale parameter estimates range between -1.42 and -1.70 for different systems in 
different territorial units. Estimates are statistically similar to the expected values and also comply 
with the principle of universality and the finite-size scaling hypothesis. Thus, it can be concluded 
that the affected area of forage crops follows a self-organized critical behavior. Therefore, the risk 
indexes derived from this relationship can be considered long-term risk indexes.

Key words: Damaged area, self-organized critical behavior, power law, risk index, crop area at risk.

INTRODUCCIÓN

La volatilidad de precios, altibajos financieros, 
y el entorno económico y social son riesgos que 
usualmente enfrenta la actividad agrícola y que 
suelen administrarse a través de instrumentos fi-
nancieros (Wang y Rehman, 2016). Por su parte, la 
variabilidad asociada a la composición y calidad 
de insumos, presencia de plagas y enfermedades, 
incendios, temporales adversos (en términos de 
agua o temperatura), o incluso la selección de 
un inadecuado régimen de cultivo, son algunos 
ejemplos de riesgos en la producción agrícola que 
suelen mitigarse con la mejora en la tecnología 
de producción (Fleisher, 1990; Wang y Rehman, 
2016). No obstante, los riesgos originados por el 
entorno ambiental son los más comunes pero difí-
ciles de mitigar, dado que no existen mecanismos 
fiables para modificar las condiciones climáticas o 
reducir sus variaciones (Rosenzweig et al., 2001). 
Las fluctuaciones de las variables climatológicas 
ocasionalmente resultan en eventos extremos, 
como excesos de humedad (tormentas tropica-
les, ciclones, huracanes, entre otros fenómenos), 
sequías o condiciones extremas de temperatura 
(heladas, frentes fríos, o altas temperaturas), que 
tienen el potencial para destruir los cultivos, o bien 
generar daños con repercusiones directas en el ni-
vel y la calidad de la producción (Trenberth, 2006).

Las predicciones de la ocurrencia e impacto 
de eventos climatológicos extremos en la produc-
ción agrícola son complicadas, dado que ambas 
variables son fenómenos complejos, resultado de 
la interacción de muchas variables físicas, tecno-
lógicas, sociales, económicas y culturales (Tirado, 
2010). Tal predicción se hace más problemática en 
la medida que se amplía la variabilidad y com-
plejidad de los sistemas agrícolas y se dificulta 
la obtención de información fiable y a la escala 
apropiada (Morton, 2007). Sin embargo, los inten-
tos por identificar la susceptibilidad a este tipo de 
eventos son sumamente apreciados, dado que 
son útiles para la planeación de actividades de 
prevención y mitigación de daños (Schaffnit-Cha-
tterjee et al., 2010).

La información y el entendimiento de la diná-
mica del clima y su efecto en cultivos agrícolas 
han mejorado en años recientes. Este avance es 
resultado del desarrollo de modelos predictivos y 

estructurales más complejos (Steinhaeuser, 2011). 
Un caso particular es el entendimiento de eventos 
o procesos conocidos como Críticamente auto-or-
ganizados (CAO), referidos en la literatura anglo-
sajona como self organized criticality. Estos eventos 
corresponden a sistemas complejos, regularmen-
te impulsados por energía y que alcanzan estados 
caracterizados por un comportamiento de escala 
constante, el cual regularmente se modela con una 
Ley de Poder (Marković y Gros, 2014). El ejemplo 
clásico de procesos de este tipo consiste en hacer 
una pila de granos de arena. La pila se mantiene 
estable en tanto no se forme una avalancha (even-
to). Una medida de la estabilidad de este sistema 
puede ser el número de granos apilados, el cual 
varía alrededor de un valor relativamente estable. 
Este número no depende únicamente de las ca-
racterísticas de los granos, sino también de otras 
condiciones del ambiente, así como de la persona 
que está formando la pila; sin embargo, su valor 
es marginalmente estable antes de que se forme 
la avalancha (Malamud y Turcotte, 1999). Otros 
ejemplos similares de procesos CAO se pueden 
encontrar en la literatura que aborda las relacio-
nes entre el tamaño y la frecuencia de los desas-
tres naturales (Kadanoff et al., 1989; Pelletier et 
al., 1997; Malamud y Turcotte, 1999) fenómenos 
climatológicos (Räsänen et al., 2018), el estudio de 
la complejidad ecológica (Wu y Marceau, 2002; 
Uhrin y Turner, 2018), y la estructura de los siste-
mas físicos y financieros (Mills y Markellos, 2008; 
Chave y Levin, 2004; Liu, 2019; Li et al., 2019), en-
tre otros.

Algunos fenómenos meteorológicos y bioló-
gicos que afectan la siniestralidad de cultivos 
agrícolas se han modelado a través de procesos 
CAO. Por ejemplo, se ha comprobado que la dis-
tribución de las lluvias (medidas como el número 
de precipitaciones por año, o, el número y dura-
ción de sequías) mantiene una relación de Ley 
de Poder con la superficie afectada y siguen un 
comportamiento CAO (García-Marín et al., 2008; 
Peters et al., 2010; Bogachev y Bunde, 2012; Wang 
y Huang, 2012; Räsänen et al., 2018). De igual for-
ma, los ciclos en el tamaño de las poblaciones de 
plagas y enfermedades dependen de los ciclos 
climáticos (Deutsch et al., 2018) y también siguen 
un comportamiento CAO (Johansen, 1994; Loc-
kwood y Lockwood, 1997; Barton et al., 2019).
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El presente trabajo presenta evidencia de 
que la superficie siniestrada de cultivos forra-
jeros en México muestra un comportamiento 
CAO. El trabajo se basa en los hallazgos de 
Torres-Rojo y Bahena-Gonzalez (2018), quie-
nes demostraron la existencia de un comporta-
miento CAO en la superficie siniestrada que se 
siembra con granos. El presente trabajo extien-
de estos resultados para el grupo de cultivos 
forrajeros, usando un modelo más simple que 
facilita el desarrollo de otras aplicaciones. La 
utilidad del trabajo radica en que el modelo de 
escala constante permite definir un indicador 
de riesgo de pérdida de superficie cultivada 
con forrajes o extender el modelo para estimar 
la máxima superficie en riesgo de pérdida dado 
un nivel de confiabilidad.

La siguiente sección muestra el principio de 
comportamiento CAO, así como la metodología 
para probar la existencia de una relación de “Ley 
de Poder”. La tercera sección muestra los resul-
tados de las pruebas a nivel nacional y regional. 
La cuarta sección discute brevemente los resulta-
dos y presenta dos aplicaciones derivadas de la 
invariabilidad de la relación tamaño-frecuencia. 
Finalmente se presentan algunas conclusiones.

MATERIALES Y MÉTODOS

La prueba usual para identificar si un proceso, 
sistema o grupo de eventos sigue un comporta-
miento CAO consiste en verificar que la distribu-
ción de probabilidades de la variable de interés 
(tamaño, área o duración) ajuste a un modelo de 
“Ley de poder”, con un estimador del parámetro 
de escala dentro del rango de -1,4 a -1,65 (White et 
al., 2008; Clauset et al., 2009). La función de ajuste 
tiene la siguiente forma genérica:

      
    ...(1)

donde x  es la variable que identifica el evento 
o proceso, en nuestro caso corresponde al área 
afectada (hectáreas siniestradas de forraje) dentro 
de una unidad territorial, mientras que λ  es el 
parámetro de escala, y ( )xf  la función de den-
sidad de probabilidad (fdp) de x , también cono-
cida como función de escala (Clauset et al., 2009).

La prueba del parámetro de escala dentro de 
un rango esperado solo demuestra que el even-
to observable (superficie siniestrada) presenta 
una relación de “Ley de Poder”. Sin embargo, un 
evento que muestra un comportamiento CAO in-
variablemente tiene una relación de “Ley de Po-
der”; no obstante, un proceso que sigue una “Ley 
de Poder” no necesariamente tiene un comporta-
miento CAO. Más aún, la relación de “Ley de Po-
der” puede no existir sobre un rango de valores 

observables. Sin embargo, eso no implica que la 
“Ley de Poder” sea inexistente, ya que puede ser 
válida solo para un rango de valores, usualmente, 
aquellos relacionados con eventos extremos (Pe-
ters et al. , 2010).

Por lo anterior, el presente trabajo sigue el 
procedimiento de prueba desarrollado por To-
rres-Rojo y Bahena-Gonzalez (2018). Este proce-
dimiento no solo verifica que el parámetro de es-
cala se encuentre dentro del rango esperado, sino 
también se prueban dos atributos de un compor-
tamiento CAO, a saber, Universalidad (universa-
lity) y Proporcionalidad de Tamaño Finito (finite 
size scaling) (Bak et al., 1988).

La hipótesis de universalidad sugiere que los 
sistemas pertenecientes a la misma clase de uni-
versalidad comparten los mismos exponentes de 
escala y siguen funciones de escala equivalentes 
(Stanley, 1999). Una clase de universalidad está 
compuesta por eventos que comparten la misma 
dimensión fractal (Alstrøm et al., 1988), o están 
estrechamente relacionados (Stanley, 1999). La 
precipitación, la temperatura, la frecuencia de 
plagas o enfermedades evaluadas en una mis-
ma unidad de superficie, o incluso la superficie 
siniestrada en diferentes ciclos (Otoño-Invierno, 
Primavera-Verano) o cultivos, representan even-
tos de la misma clase de universalidad. Por ello, 
en el caso de que la superficie siniestrada exhiba 
una relación de “Ley de Poder”, se espera que el 
parámetro de escala de diferentes ciclos agrícolas 
sea similar, independientemente de los causales 
de los siniestros (Peters et al., 2010).

La Proporcionalidad de Tamaño Finito surge 
de la teoría de fenómenos críticos en equilibrio 
y señala que un proceso, evento o sistema con 
una función y parámetro de escala definidos a 
través de una “Ley de Poder”, conservan esa es-
cala (magnitud del coeficiente de escala) indepen-
dientemente del tamaño del sistema (Bak et al., 
1988; Marković y Gros, 2014). Lo anterior implica 
que, si la superficie siniestrada a nivel nacional 
sigue una relación de “Ley de Poder”, entonces 
la superficie siniestrada en cualquier estado de la 
República deberá seguir también una relación de 
“Ley de Poder” con un parámetro de escala de 
magnitud similar.

Datos
La diferencia entre la superficie sembrada y 

la cosechada, reportadas en el Sistema de Infor-
mación Agrícola y Pecuaria (SIAP) de México, 
representa una aproximación de la superficie 
siniestrada de forrajes. Estas estadísticas están 
disponibles a nivel estatal/municipal, por cultivo, 
ciclo agrícola (Otoño-Invierno, Primavera-Vera-
no) y sistema de provisión de agua (Riego, Tem-
poral). El presente análisis emplea la información 
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Fig. 2. Dispersion diagram  vs  per agricultural systems. 
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anual dentro del periodo 1980 a 2014.
La superficie agrícola por entidad es muy dife-

rente. Por ello, los datos se agruparon en regiones 
de acuerdo a la división de zonas agrícolas (Fig. 
1) delimitadas por Arroyo (1990). Esta regionali-
zación fusiona regiones agrícolas y socioeconó-
micas manteniendo la división política a nivel 
estatal (FAO-SAGARPA, 2001), lo cual facilita el 
uso de la base del SIAP.

La clasificación de cultivos forrajeros de FAOS-
TAT (FAO, 2018) se usó para construir el grupo de 
cultivos de nuestro análisis. Los cultivos conside-
rados se enlistan en la Tabla 1.

Los forrajes representan el tercer grupo de cul-
tivos cíclicos en México por su extensión y son 
de amplia importancia económica por su vin-
culación con el sector ganadero. Este grupo de 
cultivos representó, en promedio, el 6,1% de la 
superficie sembrada y el 5,0% del valor de la pro-
ducción agrícola durante el periodo 1980-2014.

El análisis se realizó considerando los diferen-
tes ciclos de producción (Primavera-Verano -PV- 
y Otoño-Invierno -OI-) y sistemas de provisión de 
agua (riego o temporal). La combinación de ciclos 
y sistemas de provisión de agua resulta en cua-
tro sistemas: PV-Riego, PV-Temporal, OI-Riego y 
OI-Temporal. Estos sistemas pueden considerar-
se sistemas de la misma clase de universalidad, 
dado que tienen la misma dimensión fractal (Pe-
ters et al., 2010), pero bajo condiciones diferentes 
y muy probablemente con causales de siniestrali-
dad diferentes.

La superficie de forraje siniestrada no necesa-
riamente representa el efecto de un evento clima-
tológico extremo. Esta superficie puede estar vin-
culada a una variación extrema de precipitación 
(sequías o inundaciones) o de temperatura, así 
como al efecto de plagas y enfermedades, el uso 
de una tecnología de producción inapropiada, el 
entorno socioeconómico y político, o la gestión 
y manejo del predio en presencia o ausencia de 
eventos externos. Ello implica que el fenómeno 
observado (superficie de forraje siniestrada) aglu-
tina a todas las posibles causas de siniestralidad 
de las hectáreas sembradas. Sin embargo, se sabe 
que la siniestralidad en cultivos agrícolas es ma-
yormente afectada por la presencia de fenóme-
nos meteorológicos extremos. El Fondo Nacional 
para Desastres Naturales (FONDEN) indica que 
las principales causas de pérdidas agrícolas du-
rante el periodo 1995-2008 fueron: sequías 75,8%, 
exceso de lluvia (huracanes, lluvias torrenciales e 
inundaciones) 20,6%, heladas 1,9%, granizo 1,2% 
y vientos severos 0,3%. Las pérdidas ocasionadas 
por plagas, enfermedades u originadas por el 
hombre muestran un peso relativo mucho menor 
(Banco Mundial y SHCP, 2012).

Función de escala
La prueba de que 
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sigue una “Ley de Po-
der” se ha realizado con varias funciones de den-
sidad (White et al., 2008), así como diferentes me-
todologías de ajuste (Clauset et al., 2009; Li et al., 
2019). No obstante, la mayoría de las pruebas se 

Fig. 1. Regiones agrícolas en México (Arroyo, 1990)
Fig. 1. Agricultural areas of Mexico (Arroyo, 1990)
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han realizado con base en el modelo Pareto en sus 
diferentes versiones, incluyendo aquellas trunca-
das, discretas o normalizadas, dependiendo de 
las características de la información (Clauset et 
al., 2009; Liu, 2019). Otros autores han usado dis-
tribuciones de “cola pesada” pero más flexibles 
que el modelo Pareto, tales como los modelos 
Lognormal, Cauchy o Weibull (Marković y Gros, 
2014, Torres-Rojo y Bahena-Gonzalez, 2018). El 
presente análisis emplea el modelo Pareto típico, 
cuya función de distribución tiene la siguiente 
forma:

                                                                       
…(2)  

donde 
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son parámetros de la función.
El procedimiento de ajuste siguió el método 

tradicional con las siguientes etapas: Primera, se 
obtiene la función de distribución empírica.........
del observable (hectáreas siniestradas). Esta dis-
tribución se aproximó con el estimador Kaplan-
Meier1. Segunda, la distribución empírica se 
ajusta a la función de distribución con el mode-
lo Pareto (White et al., 2008). Para ello se usó el 
método de cuadrados mínimos no lineales del 
software Stata 15 (StataCorp, 2017), que utiliza 
la derivación de Davidson y MacKinnon (2004) 
para aproximar la solución. Tercera, se comprue-
ba si el modelo hipotético es el más apropiado 
para ajustar los datos observados. Para ello se 
usó la prueba Kolmogorov-Smirnov (KS), que 
usa el estadístico    .............................    .       ..., 

ción predicha bajo el supuesto de que el modelo 
Pareto es el correcto.

Los estudios empíricos muestran que la distri-
bución de “Ley de Poder” no aplica sobre todo 
el rango de observaciones, particularmente cuan-
do la dimensión fractal del evento observable es 
de 2 (e.g., la superficie siniestrada). Ello se debe 
a que la cola inferior de la distribución contiene 
una alta frecuencia de eventos muy pequeños 
(Newman, 2005; Clauset et al., 2009). Por tanto, la 
relación de “Ley de Poder” solo aplica a valores 
mayores a un mínimo, 
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 , en virtud de que 
los valores medianos y grandes son los que indu-
cen esta relación (Clauset et al., 2009).

Por lo anterior, se realizó una simulación de 
diferentes magnitudes de truncamiento de la dis-
tribución original de observables, con el propósi-
to de identificar el valor más apropiado de 
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. 
El criterio de selección de 
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 es el valor del 
truncamiento a partir del cual se observa una con-
vergencia del estadístico Kolmogorov-Smirnov 
(Dmax).

RESULTADOS

Estimación de 
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La Fig. 2 muestra la dispersión de los valores 
de ( )[ ]xF−1log  vs ( )xlog  correspondientes a la li-
nealización de la función de distribución Pareto 
(modelo 2) para los cuatro sistemas de produc-
ción de forraje. La dispersión muestra alto para-
lelismo en los cuatro sistemas y resaltan la simi-
litud de la pendiente de todas las trayectorias en 
valores medianos y altos de 
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. El sistema 
PV-Temporal muestra una pendiente ligeramen-

1 Se emplea el estimador propuesto por Law y Kelton (1982), cuya aproximación a la distribución empírica de n  
observaciones es la proporción de jx ’s que es menor o igual a x , dado por ( )

n
ixF i

5.0~
)(

−
=  donde )(ix  es la esimoi −  

observación ordenada de n , jx ’s observaciones.
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donde          corresponde a la función de distribu-
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Tabla 1.  Cultivos incluidos en el estudio.
Table 1.  Crops included in the study.

Nombre común Nombre científico Nombre común Nombre científico
Alfalfa verde Medicago sativa Maíz amarillo Zea mays
Avena Avena sativa Maralfalfa Pennisetum purpureum
Canola Brassica napus Mijo Panicum miliaceum
Cártamo Carthamus tinctorius Nabo Brassica rapa
Cebada Hordeum vulgare Pasto Ryegrass Lolium perenne
Centeno Secale cereale Remolacha Beta vulgaris
Col Brassica oleracea var. capitata Sorgo Sorghum
Ebo Vicia sativa Trigo Triticum
Garbanzo Cicer arietinum Triticale Triticosecale
Girasol Helianthus annuus Yuca Manihot esculenta

*En aquellos cultivos empleados para consumo humano, se consideraron solamente las variedades denominadas 
forrajeras.

de otra forma
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309Torres-Rojo y Bahena-González. Indices de riesgo de superficies con forrajes siniestradas.

te menor (en términos absolutos) que los demás 
sistemas.

La Fig. 2 muestra una relación no lineal para 
eventos pequeños y lineal para eventos medianos 
y grandes. Tal tendencia justifica el uso de un es-
timador de 
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 para ajustar el rango de datos 
más apropiado para una relación de “Ley de Po-
der”.

La Fig. 3 muestra la tendencia del estimador 
del parámetro de escala, λ, y del estadístico Dmax 
para diferentes valores de truncamiento en todos 
los sistemas. Observe que el valor absoluto de λ 
es menor para valores de truncamiento pequeños 
(
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). Este valor aumenta y se acerca al valor 
esperado a medida que se amplía el truncamien-
to. Contrariamente, los valores de Dmax son altos 
y sin significancia estadística (i.e., pobre ajuste 
del modelo Pareto) para truncamientos peque-
ños, y disminuyen y se hacen estadísticamente 
significativos para truncamientos mayores.

La Fig. 3 también muestra que el inicio de la 
convergencia de los valores de Dmax del siste-
ma PV-Temporal sucede con un truncamiento 
entre el Percentil 30 y el 35, mientras que en los 
demás sistemas el truncamiento se verifica entre 
los percentiles 20 y 25. Ello sugiere que las obser-
vaciones del sistema PV-Temporal presentan una 
mayor frecuencia de valores proporcionalmente 
menores que hace necesario un mayor trunca-
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per agricultural systems.

miento para identificar la relación de “Ley de Po-
der”. Debe resaltarse que el valor de λ tiene un 
rango de variación entre -1,2 y -1,8. Sin embargo, 
la convergencia de Dmax está ligada a valores de 
λ entre -1,5 y -1,7, esto es, valores dentro del ran-
go esperado.

La convergencia de λ a valores dentro del ran-
go esperado, así como la convergencia del esta-
dístico Dmax en valores más pequeños (que de-
notan mejores ajustes), evidencian la validez de 
la hipótesis de un comportamiento de “Ley de 
Poder” para la superficie siniestrada de cultivos 
forrajeros.

La Tabla 2 presenta los resultados de ajus-
te al modelo Pareto para cada sistema, con base 
en el criterio de selección de 
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. Los valores 
de Dmax en los sistemas de temporal muestran 
convergencia para truncamientos superiores al 
percentil 25. Por el contrario, el Dmax en sistemas 
bajo riego converge sin necesidad de truncar va-
lores pequeños. Estas diferencias no son más que 
el reflejo de la escala de la superficie siniestrada 
en temporal vs riego, ya que en ambos casos los 
valores representan el truncamiento en el rango 
de percentil 25-35. Otro resultado de interés es 
que todos los sistemas muestran valores de λ en-
tre -1,55 y -1,42, esto es, dentro del rango espera-
do de valores.
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Relación Tamaño-Frecuencia de la superficie 
siniestra en cultivo de forrajes por Sistema

Los resultados de los ajustes mostrados en la 
Tabla 2 son adecuados para los cuatro sistemas 
(OI-Riego, OI-Temporal, PV-Riego y PV-Tempo-
ral). Esta afirmación no solo considera los valores 
del estadístico R2-ajustada y la significancia esta-
dística de cada uno de los estimadores, sino tam-
bién la bondad de ajuste de la distribución em-
pírica al modelo Pareto (estadístico Dmax de la 
prueba KS). Por tanto, estos resultados confirman 
que la función de distribución de la superficie si-
niestrada de cultivos forrajeros para cada uno de 
los sistemas sigue la “Ley de Poder” postulada.

El intervalo de valores de λ obtenidos al ajustar 
los cuatro sistemas incluye valores obtenidos por 
otros autores. Peters y Christensen (2002) estima-
ron un parámetro λ de -1,4 para la distribución 
de lluvia con un modelo Pareto; Peters y Neelin 
(2006) estimaron una λ de -1,3 para los periodos 
y áreas afectadas por sequías; Torres y Bahena 
(2018) estimaron un coeficiente de λ entre -1,4 y 
-1,66 para la superficie siniestrada de granos con 
un modelo Weibull.

La hipótesis de universalidad (Kadanoff, 
1989), atributo importante de un modelo de com-
portamiento CAO, señala que los sistemas de la 
misma clase comparten el mismo parámetro de 
escala (Stanley, 1999). Esto sugiere que los esti-
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Fig. 3. Values for Dmax and λ obtained by simulation for different values of 
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  .

madores de λ de cada uno de los sistemas evalua-
dos deben ser estadísticamente similares. La Fig. 
4 muestra la distribución de los estimadores de λ 
de cada sistema. Observe que todos los sistemas 
a excepción del PV-Temporal son estadísticamen-
te similares, lo cual confirma que los sistemas de 
producción de forrajes se ajustan a la hipótesis de 
universalidad.

El estimador de λ para el sistema PV-Tem-
poral es estadísticamente diferente de los otros 
sistemas, aunque similar al definido por Torres 
y Bahena (2018) para el caso de la producción 
PV-Temporal de granos. Este resultado sugiere 
que el sistema PV-Temporal, aunque tiene un va-
lor cercano al valor esperado, podría pertenecer 
a otra clase de universalidad. Sin embargo, esta 
afirmación no es del todo cierta en virtud de: 1) la 
estimación se basa en una muestra, la cual puede 
resultar insuficiente para aproximar el modelo de 
Ley de Poder esperado; 2) El sistema PV-Tempo-
ral consistentemente mostró una mayor frecuen-
cia de observaciones pequeñas (e.g., truncamien-
to en valores altos), comportamiento que podría 
estar relacionado con la menor frecuencia de ob-
servaciones de mayor magnitud, las cuales, como 
se ha señalada, inducen el comportamiento de 
“Ley de Poder”.

La Tabla 3 muestra los resultados de la esti-
mación del modelo Pareto para cada una de las 
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regiones definidas en la sección 2. La estimación 
no se realizó, o fue muy débil, en las regiones 7 
(Golfo) y 8 (Península), así como en la región 6 
(Pacífico Sur) del sistema OI-Temporal, debido al 
reducido número de observaciones. Sin embargo, 
el ajuste al modelo Pareto resultó adecuado en 
el resto de las regiones en todos los sistemas, a 
juzgar por la R2-ajustada, el bajo error estándar 
de los estimadores y el estadístico de bondad de 
ajuste Dmax.

La última columna de la Tabla 3 muestra el va-
lor del estadístico T para la prueba de diferencia 
de medias entre el estimador de λ a nivel regional 

y el de nivel nacional (Tabla 2). Observe que el 
estimador de λ regional es estadísticamente dife-
rente al estimador de λ nacional (Tabla 2) para to-
das las regiones y en todos los sistemas. Por tanto, 
el resultado sugiere que la hipótesis de propor-
cionalidad de tamaño finito (finite-size scaling) 
no se cumple. Incluso, se puede señalar que no 
todos los exponentes de escala regionales dentro 
de cada sistema son estadísticamente similares. 
Considere por ejemplo el exponente de escala de 
las regiones del sistema OI-Riego. Observe que el 
exponente de la región 1 es estadísticamente simi-
lar al de la región 4, pero estadísticamente dife-
rente de aquellos en las regiones 2, 3, 5 y 6.

Estas diferencias en los estimadores de los 
exponentes de escala dentro de los subsistemas 
regionales y con respecto al sistema nacional 
también pueden atribuirse a la mala calidad de 
los datos, al reducido tamaño de la muestra, y 
en particular, a la ausencia de valores extremos 
a lo largo del periodo de observación, los cuales, 
como se ha señalado, tienen gran influencia en 
delinear las características de la Ley de Poder. 
Para ejemplificar el efecto de estas fuentes de 
variación, observe el sistema PV-Riego (Tabla 3). 
Las λ´s de las regiones 6 y 3 tienen dos atributos 
en común, sus valores son estadísticamente infe-
riores a aquellos de las demás regiones dentro del 
mismo sistema, y sus valores están asociadas a la 
estimación con un tamaño de muestra más bajo 
que el resto de las estimaciones. El primer atri-
buto sugiere la ausencia relativa de valores extre-
mos en la muestra. En contraste, la λ de la región 
2 se estimó con una muestra más grande, lo que 
resultó en mayor variación en la estimación de la 
Ley de Poder (Dmax alto) y un valor más grande 
para el estimador.

Lo anterior sugiere que la comparación del ex-
ponente de escala entre un subsistema regional 
y el sistema nacional a través del estadístico T 
podría resultar limitado para probar la hipótesis 
de proporcionalidad de tamaño finito, particu-
larmente por la amplia diferencia en los tamaños 
de muestra de cada estimador y la disparidad de 
valores extremos presentes en las muestras re-
gionales. La Fig. 5 muestra cuatro distribuciones 
regionales y la distribución nacional de los esti-
madores del parámetro de escala λ para el siste-
ma PV-Temporal. Si bien existen diferencias esta-
dísticamente significativas entre los estimadores 
puntuales, las distribuciones de los estimadores 
regionales se aglutinan alrededor del estimador 
nacional. Esta particularidad de las distribucio-
nes ilustra cierta convergencia alrededor del esti-
mador nacional, la cual no se detecta en las prue-
bas pareadas.

La Tabla 4 muestra el intervalo de confianza 
definido por los estimadores regionales calculado 
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a partir de los estimadores puntuales de cada re-
gión. Observe que el intervalo de confianza inclu-
ye al estimador de λ a nivel nacional en todos los 
sistemas. Si bien este resultado no corresponde a 
lo señalado por la hipótesis de proporcionalidad 
de tamaño finito, si muestra que los estimadores 
regionales de λ convergen al valor de λ nacional. 
Esto es, existe una probabilidad diferente de cero 
de que las λ´s regionales sean estadísticamente 
similares a la λ nacional al mejorar las caracterís-
ticas de las muestras regionales.

Estos resultados sugieren que la “superficie de 
forrajes siniestrada a lo largo de un año” cumple 
la hipótesis de proporcionalidad de tamaño finito 
(finite-size scaling) al considerar la distribución 
de las λ regionales. En consecuencia, la superficie 
de forrajes siniestrada no solo muestra una rela-
ción de Ley de Poder con un valor de λ cercano 
al valor esperado, sino también es un evento que 
sigue un comportamiento CAO, dado que exhibe 
dos atributos importantes: universalidad y pro-
porcionalidad de tamaño finito.

Este atributo del área de cultivos forrajeros 
anualmente siniestrada es independiente de la 
causal, ya sea externa (fenómeno meteorológico, 
condición de mercado, entorno político institu-
cional, por citar algunos) o interna (tecnología 
agropecuaria, gestión y manejo del suelo agrí-
cola), y tiene como principal característica la in-
variabilidad del parámetro de escala.  Como se 
muestra a continuación, este atributo permite 
generar índices de riesgo de la superficie sinies-

trada, los cuales son de gran utilidad para los to-
madores de decisiones, quienes requieren de esta 
información para identificar adaptabilidad de 
cultivos, poblaciones vulnerables, o simplemen-
te para planear presupuestos e infraestructura, 
o bien, implementar mecanismos de prevención, 
manejo de emergencias y adaptación, ante even-
tuales eventos externos en una unidad territorial.

DISCUSION

El resultado relevante de las pruebas anterio-
res es que la superficie siniestrada con cultivo de 
forrajes muestra una relación de “Ley de Poder” 
con un modelo Pareto. El modelo muestra una λ 
estadísticamente invariable en todos los sistemas 
de la misma clase de universalidad y a diferen-
tes escalas. Este atributo tiene dos aplicaciones 
importantes: 1) la determinación de un índice de 
riesgo de la superficie siniestrada de forrajes, y 2) 
la estimación de la superficie en riesgo de sinies-
tro extremo. Ambas aplicaciones se muestran a 
continuación.

Índice de riesgo de superficie siniestrada de 
forrajes

Considere la función de distribución Pareto 
(modelo 2). La linealización de este modelo resul-
ta en la siguiente relación:

Fig. 3. Values for Dmax and λ obtained by simulation for different values of 𝒙𝒙𝒎𝒎𝒎𝒎𝒎𝒎 . 
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Fig. 4. Distribución de estimadores de λ para los 4 sistemas analizados.
Fig. 4. Distribution of the estimates of λ for the 4 systems analyzed.
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Observe que la pendiente (λ+1) es constante en 
todos los sistemas de la misma clase de univer-
salidad y a todas las escalas, cualidad resultante 
de que la superficie siniestrada es un proceso con 
comportamiento CAO. No obstante, el intercepto 

Fig. 3. Values for Dmax and λ obtained by simulation for different values of 𝒙𝒙𝒎𝒎𝒎𝒎𝒎𝒎 . 
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 es un atributo particular para cada 
sistema y región dentro de cada sistema. Por tan-
to, la relación (3), para diferentes unidades geo-
gráfica se puede representar a través de líneas pa-
ralelas con interceptos variables, denotados por  

Fig. 3. Values for Dmax and λ obtained by simulation for different values of 𝒙𝒙𝒎𝒎𝒎𝒎𝒎𝒎 . 
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Ahora asuma que se define una unidad geográfi-
ca como referencia. Esta línea de referencia puede 
ser aquella con el intercepto más grande, o bien 
aquella con el intercepto cercano al valor prome-
dio de todos los interceptos, el cual se denotará 
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. Sin embargo, un indicador re-
lativo a la línea de referencia y a un tamaño de 

Fig. 5. Distribuciones de cuatro estimadores regionales de λ vs distribución de λ nacional.
Fig. 5. Distributions of four regional estimates of λ vs distribution of national λ .

Tabla 4. Intervalo de confianza de λ regionales vs λ nacional.
Table 4. Confidence interval of regional λ vs national λ .

Estadístico                          OI-Riego    OI-Temporal   PV-Riego    PV-Temporal
Promedio regional  -1,532 -1,503 -1,553 -1,459
Desv. est. regional  0,111 0,084 0,100 0,027
Muestra      6       5    6         7

Intervalo de confianza Límite inf. -1,816 -1,734 -1,811 -1.525
 Límite sup. -1,247 -1,271 -1,296 -1.394
Estimador nacional  -1,547 -1,532 -1,506 -1,426
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siniestro diferente de cero resulta más práctico y 
factible a través de una diferencia algebraica. Para 
ello se define un tamaño estándar de evento, xB , 
de forma tal que el valor del
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 para 
la unidad geográfica de referencia se puede cal-
cular como:
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El cambio de escala se realiza sustituyendo el 

intercepto de cada unidad geográfica 
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en el intercepto de (6), lo que resulta en la siguien-
te expresión:
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i-ésima unidad geográfica con base a la línea de 
referencia y para un tamaño estándar de evento. 
La relación se puede expresar como probabilidad 
de la siguiente forma:
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 para las diferen-
tes regiones de los cuatro sistemas. La estimación 

de la probabilidad se realizó con un valor de λ = 
-1,503, valor que corresponde al promedio de las 
λ´s de cada sistema (Tabla 2).

Observe que la
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es por sí sola una es-
timación de riesgo de ocurrencia de un siniestro 
mayor a yB . Aún más, la probabilidad es compa-
rable entre unidades geográficas y con referencia 
a un tamaño.

Superficie en riesgo de siniestro extremo
La 
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para la i-ésima unidad geográfica 
puede reescribirse a partir de la función de distri-
bución Pareto (2) como sigue:
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donde θi es un parámetro particular para cada 
unidad geográfica, mientras que  se considera 
invariable dado que el evento es un evento con 
comportamiento CAO. Asuma que λ se fija a un 
valor Pm , valor que representa la probabilidad de 
ocurrencia de eventos extremos, dado que corres-
ponde a la probabilidad de ocurrencia de eventos 
en la cola superior. Al despejar x de (9), el valor 
corresponde a la superficie en riesgo de siniestro 
extremo con un nivel de probabilidad Pm para los 
cultivos de forrajes en la i-ésima unidad territorial. 
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para las diferentes regiones de los cuatro sistemas.
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for the different regions of the four systems.
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Observe que la superficie en riesgo de siniestro 
extremo  está determinada exclusivamente por θi 
y el nivel de probabilidad, Pm , seleccionado, de-
bido a la invariabilidad de λ. En consecuencia,  xm 
se puede estimar exclusivamente como una fun-
ción de θ, como se muestra a continuación:
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El valor de xm puede ser un estimador de in-
terés en la planificación de actividades de pre-
vención de eventos extremos, dado que permite 
identificar las unidades territoriales de mayor 
pérdida de superficie sembrada con forrajes. In-
cluso, si se expresa en términos de la superficie 
sembrada, representa la máxima proporción de 
superficie sembrada que se espera sea siniestrada 
dado un nivel de probabilidad. Por esta razón,  xm 
puede aproximar la superficie máxima a cubrir 
con seguros catastróficos en una unidad territo-
rial, estimación útil para valuar de manera más 
eficiente los montos de las primas asociadas a es-
tos seguros. La Fig. 7 muestra la trayectoria de la 
superficie máxima siniestrada con una Pm= 0,05, 
como función de θ, resaltando la ubicación de los 
sistemas de producción nacionales.

2 El periodo de retorno (PR) se define como:

Fig. 3. Values for Dmax and λ obtained by simulation for different values of 𝒙𝒙𝒎𝒎𝒎𝒎𝒎𝒎 . 
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Al dividir xm entre la superficie sembrada se 
puede obtener un estimador de la máxima pro-
porción de la superficie sembrada que puede ser 
siniestrada en el caso de presentarse un evento 
extremo con una probabilidad del 5% o un pe-
riodo de retorno de 20 años2. La Fig. 8 muestra 
estas proporciones para las regiones de mayor 
producción de forrajes en el sistema OI-Temporal 
y considerando la superficie promedio sembra-
da en el periodo 1980-2014 para cada región. En 
esta figura no se han incluido las regiones Pacífi-
co-Sur, Golfo y Península, dado que son regiones 
donde el cultivo de forrajes es muy esporádico  y 
con una alta siniestralidad, por lo que la propor-
ción de superficie con riesgo de siniestro en un 
periodo de retorno de 20 años es 100%. Observe 
que esta proporción por si sola puede ser otro 
indicador de riesgo de siniestralidad de cultivos 
forrajeros.

Las aplicaciones arriba presentadas, muestran 
que el modelaje del proceso CAO a través del mo-
delo Pareto es muy simple y tiene varias ventajas 
y aplicaciones.  Sin embargo, el modelo muestra 
limitantes como: i) la falta de un mecanismo para 
identificar una dinámica inter temporal, o; ii) la 

Fig. 7.  Superficie en cultivo de forrajes en riesgo de siniestro extremo como función del parámetro de 
localización θ.

Fig. 7.  Forage crop area at risk of extreme loss as a function of the location parameter θ.
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Fig. 8.  Máximo porcentaje de la superficie sembrada con forrajes en riesgo de siniestro durante 
eventos extremos con probabilidad del 5%.

Fig. 8.  Maximum percentage of forage crop area at risk of loss during extreme events with probability 5%.

imposibilidad de explorar el efecto de variables 
específicas sobre la superficie siniestrada, por 
ejemplo, aquellas relacionadas con instrumentos 
de política pública que puedan reducir el nivel 
de vulnerabilidad de una unidad territorial.  Lo 
anterior muestra la necesidad de mayor investi-
gación sobre este tipo de modelos para reducir 
algunas de sus desventajas y a la vez conservar su 
simplicidad y atributos.

CONCLUSIONES

El presente estudio ha demostrado que el área 
siniestrada anualmente de cultivos forrajeros, in-
dependientemente de la causal (interna o externa 
a la gestión y manejo del predio), sigue una rela-
ción de “Ley de Poder” con parámetro de escala 
constante, para cada uno de los ciclos de cultivo 
y sistemas de suministro de agua. Esta relación 
puede considerarse resultado de un comporta-
miento crítico auto-organizado, dado que la re-
lación de poder cumple con los criterios de uni-
versalidad y proporcionalidad de tamaño finito. 
El parámetro de escala varía dentro del rango 
-1,42 y -1,70. Este rango de valores es similar al 
de eventos con probado comportamiento crítico 
auto-organizado y causales directos de la sinies-
tralidad de la superficie sembrada, como sequías, 
precipitación abundante, brotes de plagas o en-

fermedades, entre otros.
La invariabilidad del parámetro de escala en la 

relación tamaño-frecuencia permite construir un 
indicador de riesgo de siniestralidad en términos 
de la probabilidad de ocurrencia de un evento 
extremo. Este atributo también permite evaluar 
la superficie máxima en riesgo de siniestro dada 
una probabilidad de ocurrencia. Ambas extensio-
nes tienen una importante aplicación tanto en las 
actividades de prevención de eventos extremos, 
como en la valoración de primas de seguros aso-
ciados a estos eventos extremos.
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